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Prodlogo

Este curso monogrifico de doctorado trata de diversos métodos de Analisis
Multivariante y Regresion, basados en el concepto y las propiedades de las
distancias estadisticas. Una versién previa fue impartida en la Universidad
Carlos III de Madrid durante varios cirsos académicos, en la década de 1990.

La monografia contiene un amplio resumen de la teorfa y una coleccién
de ejercicios, combinando los de cardcter teérico con los aplicados, basados
en datos reales.

Se constata a lo largo del curso, que la prediccién de una variable so-
bre nuevos individuos, puede mejorarse, en general, utilizando dimensiones
predictoras y funciones discriminantes, derivadas del andlisis de ciertas ma-
trices de distancias, que dando la mayoria de métodos cldsicos como casos
particualres. La distancia elegida juega el papel de modelo de prediccién.

Los célculos requeridos en los ejercicios, pueden realizarse mediante el
programa MULTICUA (versiéon DOS). Contédctese con el primer autor
para obtener este programa. Los datos utilizados en los ejercicios se pueden
bajar del enlace:

http://www.ub.edu/stat/personal /cuadras/ejercicios.txt

Dos versiones recientes de programas que realizan predicciéon basada en
distancias son:

1) Regresion lineal y generalitzada:
Package dbstats (Distance-based statistics, 2017).
Autor de contacto: Eva Boj [evaboj@ub.edul]

2) Analisis discriminante
WeDiBaDis (Weighted distance based discriminant analysis, 2016).
Autor de contacto: Concepcién Arenas [carenas@ub.edu]
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Capitulo 1

Distancias, similaridades y
aplicaciones

1.1 Introduccién

Muchos métodos de estadistica y andlisis de datos utilizan el concepto ge-
ométrico de distancia entre individuos, entre poblaciones, y de un individuo
a una poblacién. Esto es especialmente cierto en técnicas de representacién
de datos (anélisis de correspondencias, anélisis de coordenadas principales,
andlisis de proximidades, clustering), donde la distancia, entendida como
medida de diferenciacién entre objetos, constituye la base fundamental de
la presentacién de los resultados.

Las distancias, aparecen también en muchos otros aspectos de la estadis-
tica: contraste de hipdtesis, estimacién, visualizacién de curvas hiperespec-
trales, y especialmente en regresiéon y andlisis discriminante. FEn este curso
aprenderemos, mediante resimenes de teoria y una seleccién de ejercicios,
como utilizar la metodologia basada en distancias para abordar estas partes
de la estadistica. Véase Cuadras (1989a).

1.2 Distancias

Una distancia ¢ sobre un conjunto (finito o no) Q es una aplicacién que a
cada par de individuos (w;,wj) € Q x 2, le hace corresponder un nimero
real §(w;,w;) = 0;5, que cumple con las siguientes propiedades basicas:
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P.1. 6;; >0
P2 4;=0
P.3. 5z‘j = 5]‘1‘

Si ademads, se cumple la desigualdad triangular

P4. 5ij < i+ 5kj
diremos que la distancia es métrica.
Si ademads, se cumple que existen puntos Py, P, ..., P, de un cierto espacio
Euclideo RP, tales que

P5. 6;j = dg(P;, Pj)
siendo dp la distancia ordinaria (véase (1.6)), diremos que la distancia §;;
es Euclidea.

Si © es un conjunto finito {w1, ws, ...,wy }, que para abreviar indicaremos
como © = {1,2,...,n}, las distancias 0;; se expresan mediante la matriz
simétrica A, llamada matriz de distancias sobre Q:

A _ (521 522 52%

5n1 5n2 5nn
Se llama preordenacién de (2 asociada a A , a la ordenacién de menor
a mayor de los m =n x (n — 1)/2 pares de distancias no nulas:

d

es decir, la ordenacion de los pares (i, j) de €2, de acuerdo con su proximidad.
Un buen método de representacién de datos conserva, lo mejor posible, la
preordenacién de §2.

iljl S 5i2j2 S e S 6imjm7

Ejercicio 1.1 La matriz de distancias genéticas entre los géneros humano
(H), chimpancé (Ch), gorila (Go), orangutin (O) y gibon (Gi) es:

H Ch Go ) Gi
H 0 0094 0.111 0.180 0.207

Ch 0 0.115 0.194 0.218
Go 0 0.188 0.288
) 0 0.216
Gi 0

Cada distancia mide el ndmero de sustituciones nucledtidas en el DNA
mitocondrial. Verifica si se cumple la propiedad métrica y escribe la preor-
denacion asociada al conjumto {H, Ch, Go, O, Gi}.
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Una matriz de distancias A = (J;;) puede ser transformada de diversos
modos. Por ejemplo:

% _{ dij+c 1# 7. (1.1)

La transformacién (1.1), que consiste en sumar una constante fuera de la

diagonal de A, se llama aditiva. Otra transformacion es:

=2 0 1=7,
% { §i4c i# ] (1.2)
que afecta el cuadrado de la distancia y se llama g-aditiva. Las transforma-
ciones (1.1) y (1.2) son utiles para conseguir que la distancia transformada
cumpla ciertas propiedades (ser métrica o Euclidea), que la distancia origi-
nal no posee, pero conservando la preordenacién, es decir, las relaciones de
proximidad entre los individuoes de €.

Ejercicio 1.2 Sea A = (d;;) una matriz de distancias nxn sobre un con-
junto finito €.

1. Prueba que las transformaciones (1.1) y (1.2) conservan la preorde-
nacion de §).

2. Suponiendo que A no es métrica, prueba que la transformacion aditiva
tomando

Cc = max{&ij — 5zk — 5]k}

para cada i, j,k € Q. transforma A en A* = ((52}) , matriz de distan-
ctas que st tiene la propiedad métrica.

1.3 Similaridades en general

En muchas aplicaciones es conveniente trabajar con similaridades, concepto
dual al de distancias. Una similaridad s sobre un conjunto €2, es una
aplicacion que asigna a cada par (w;, w;) € 2xQ un nimero real s;; = s (4, 7),
que cumple:

S.1. 0 < Sij < S = 1.

S.2. Sij = Sji-
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Cuando €2 es un conjunto finito, entonces la matriz

S11 S$12 ... Sin
S — S$21 S22 ... S9n
Snl Sn2 ... Snn

se denomina matriz de similaridades sobre €.
Es inmediato pasar de similaridad a distancia y reciprocamente. Las dos
transformaciones bdsicas son:
(57;]' =1- Sij7 (13)

asi como

5ij = 1-— Sij- (14)

En general, una matriz de similaridades puede tener en su diagonal ele-
mentos s; # 1. La transformacién que nos permite pasar de similaridad a

distancia es entonces:
(51']' = \/8;i + Sj5 — 281‘]‘. (15)

Por diversas razones, que justificaremos més adelante, (1.4) es preferible
a (1.3). En general, (1.5) es la transformacién més apropiada (véase Ejercicio
1.9).

1.4 Distancias para variables cuantitativas

Supongamos ahora que cada individuo de €2 puede ser representado por un
punto x = (1,2, ...,xp) € RP. Algunas distancias especialmente intere-
santes entre dos puntos x,y €RP, son:

a) la distancia Euclidea,

b) la distancia “ciudad”

dy (Xay) = Z|xi_yi|7 (17)
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4

¢) la distancia “valor absoluto”

Cuando € es una poblacién normal multivariante N, (p, %), con 3 no
singular, expresando x,y como vectores columna, la distancia estadistica (al
cuadrado) mds apropiada es

diy (x,y) = (x—y) =7 (x ), (1.9)

llamada distancia de Mahalanobis. Naturalmente, esta distancia puede
ser definida en poblaciones (u,3), es decir, con vector de medias pobla-
cionales p y matriz de covariancias 3, sin necesidad de asumir normalidad.

Véase (1.20).

Ejercicio 1.3 Comprueba que la distancia dg (al cuadrado) puede ser es-
crita como

di (x,y)=(x—-y) (x—y),

de manera que dg es un caso particular de dps. FEspecifica cual seria la
matriz de covarianzas .

Ejercicio 1.4 Sean N, (py,X), Np(p9,3) dos poblaciones normales mul-
tivariantes. El discriminador lineal de Fisher, para asignar x € RP a una
de las dos poblaciones es

1

L(x)= {X -5+ M2)] S (g — o) -

Expresa L(x) como la diferencia entre las distancias (al cuadrado) de Ma-
halanobis de x a py y de x a po.

1.5 Similaridades y distancias con variables bina-
rias
Supongamos que tenemos p variables binarias X1, Xa,...X,, donde cada X;

toma los valores 0 6 1. Para cada par de individuos (4, j), son bien conocidos
los coeficientes de similaridad:
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d

Sij = a—; (Sokal-Michener), (1.10)
a

Sij = m (Jaccard)7 (111)

siendo a, b, ¢, d las frecuencias de (1,1), (1,0), (0,1) y (0,0), respectivamente.
Noétese que p = a+b+c+d. Estas similaridades pueden ser transformadas
en distancias utilizando (1.3) o preferentemente (1.4) y (1.5).

Ejercicio 1.5 Cinco herramientas cortantes arqueoldgicas A,B,C,D, E han
stdo encontradas en un yacimiento. FEstaban fabricadas con Piedra, Bronce
y Hierro, segun la matriz de incidencias

Piedra Bronce Hierro

A 0 1 0
B 1 1 0
C 0 1 1
D 0 0 1
E 1 0 0

Calcula las matrices de similaridad de Sokal-Michener y de Jaccard.

Ejercicio 1.6 Sea X la matriz n X p con los datos binarios de n objetos
respecto a p caracteristicas. Sea J la matriz n X p formada por unos.

1. Demuestra que la matriz de similaridades de Sokal-Michener puede
expresarse como

S = [XX'+(J-X)(J - X)]p.

2. Intenta encontrar una expresion parecida para la matriz de similari-

dades de Jaccard.

1.6 Similaridad con variables mixtas

Si las variables son mixtas, continuas, binarias o cualitativas, es entonces
adecuado utilizar la distancia de Gower, d?j = 1— s;j, siendo

Sij = (Z (1 = |in — xjnl /Gh) +a+ a) /(p1+ (p2 —d) +p3) (1.12)
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una similaridad, donde p; es el nimero de variables cuantitativas, a y d
corresponden al nimero de coincidencias y no coincidencias para las po vari-
ables binarias, respectivamente, y « es el nimero de coincidencias para las
p3 variables cualitativas. Gy, es el rango de la h-ésima variable cuantitativa.
Este coeficiente admite la posibilidad de tratar datos faltantes y se reduce
al coeficiente de Jaccard (1.11) cuando p; = p3 = 0. Este coeficiente fue
propuesto por Gower (1971).

Otras versiones de distancias juntando dos conjuntos de variables mixtas
han sido propuestas por Cuadras (1992b) y Cuadras y Fortiana (1997b).

Ejercicio 1.7 Para la siguiente tabla de datos, obtenidos sobre 10 individ-
uo0s, calcula la matriz de similaridades de Gower.

A B C D E F A B C D E F
1 180 76 1 1 0 O 6 181 72 3 2 1 0
2 174 67 1 3 1 1 7 171 60 3 2 0 O
3 174 68 2 3 1 1 8 162 58 1 3 1 1
4 170 64 2 2 0 1 9 170 66 2 2 0 1
5 1/7 70 1 3 0 1 10 179 8 1 1 1 O

A= talla, B= peso, C= color ojos (1 azul, 2 verde-gris, 3 castario), D= color
cabello (1 rubio, 2 castanio, 8 oscuro), E= gafas (1 si, 0 no), F= vestimenta
(1 clasica, 0 moderna,).

1.7 Otras distancias

Si disponemos de una densidad de probabilidad f(z1, ..., ), podemos definir
distancias entre poblaciones y entre observaciones siguiendo un camino menos
heuristico.

Supongamos que f(x) = f(x1,...,zp), densidad de probabinidad de
un vector X, pertenece a un modelo estadistico regular {f(x,0),0 € ©}.
Consideremos el vector columna aleatorio:

0
Z = 55 log f(X.0).

Entonces, la matriz de informacién de Fisher, es el valor esperado
F=FE(27)).

Como E (Z) = 0, vemos que F es la matriz de covarianzas del vector Z.
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Una definicién de distancia (al cuadrado) entre dos observaciones x =
(x1,..,2p), ¥ = (Y1, ..., Yp), que generaliza (1.9), es la distancia de Rao

d%% (x,y) = (Zx_znyil (Zo—2y) .

Esta distancia, propuesta por Cuadras (1989b) y Oller, (1989), depende del
pardmetro 6. Véase también Minarro y Oller (1992).

Ejercicio 1.8 Sea X una variable aleatoria. Encuentra dr en los casos:

1. X es exponencial de pardmetro a.
2. X es Poisson de pardmetro .

3. X es un vector aleatorio Ny, (p, Xo), donde 3¢ es una matriz conocida.

1.8 Teorema de caracterizacion

Sea A = (0;;) una matriz n x n de distancias Euclideas. Es decir, existen n
vectores fila x1,...,x, € R™, tales que 5% = (xi — xj)(x; — x5).

., Coémo se puede saber si una matriz de distancias es Euclidea o no?
El siguiente teorema nos proporciona un criterio, que es a la vez condicién
necesaria y suficiente.

Sea 1y, el vector columna que contiene unos. Entonces J = 1,1/, es una
matriz n X n también de unos. Sea H =1I,,—J/n la matriz de centrado,
A = (a;j) la matriz con a;; = —5?]- /2y calculemos B = HAH. Recordemos
que una matriz simétrica es semidefinida positiva si todos sus valores propios
son no negativos.

Teorema 1 La matriz de distancias A es Fuclidea en dimension m si y
sdlo si B > 0 (B es semidefinida positiva) y el rango de B es rang(B) =m <
n—1.

Hagamos explicito este teorema. Si A es Euclidea, es posible obtener la
descomposicién espectral

B = UAU'= XX/, (1.13)

donde X = UAY2contiene los m vectores propios de B, A es una matriz
diagonal que contiene los valores propios ordenados Ay > --- > A, >
0. La matriz B proporciona las coordenadas Euclideas del conjunto 2 =
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{1,2,

..,n}. Cada fila x; de X contiene las coordenadas, llamadas coorde-

nadas principales del individuo i.
Las coordenadas principales tienen interesantes propiedades:

. ! .
Las filas x1,...,x,, de X verifican 6% = (x; — xj) (x; — x;)’, es decir,
sus distancias Euclideas se igualan a los elementos d;; de A.

Las columnas Xi,...,X,, de X, entendidas como variables, tienen
media 0.
Cada columna X; de X tiene varianza igual a A;/n.

Las columnas de X son ortogonales (variables incorrelacionadas).

Las columnas de X pueden ser interpretadas como componentes prin-
cipales.

La representacién de los individuos 1, 2, ..., n utilizando las filas de X
es Optima.

La cantidad

S ook (k) =2n(M+ -+ M) (1.14)
ij=1

es mdxima en dimensién reducida k. En (1.14) §;; (k) es la distancia uti-
lizando las k < m primeras coordenadas y A1 > --- > A\ son los k primeros
valores propios de B, ordenados de mayor a menor.

Ejercicio 1.9 Se pide:

1.
2.

Analiza si la matriz de distancias del FEjercicio 1.1 es Fuclidea.

Demuestra las cuatro primeras propiedades de las coordenadas princi-
pales.

Demuestra que si S = (si;) es una matriz de similaridades tal que
S >0, es decir, S es (semi) definida positiva, entonces la distancia 6;;
tal que

5% = 8;; + 8j; — 2s;; (1.15)

es Fuclidea.

. Observa que, excepto por un factor constante, (1.4) es un caso par-

ticular de (1.5), y comprueba que (1.3) en cambio, no proporciona en
general, una distancia Euclidea.
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5. A partir de la matriz de similaridades del Ejercicio 1.5, representa las
5 herramientas en dimension 2. Interpreta la primera dimension.

Ejercicio 1.10 Se pide:

1. Demuestra que si las distancias 91 (.,.), 02 (.,.) definidas sobre un mismo
Q son Euclideas, entonces la distancia § (.,.) tal que

() =03(,)+63(,.) (1.16)
también es Fuclidea.

2. Utiliza (1.16) para probar que la distancia del valor absoluto (1.8) es
Euclidea.

Cuando la matriz de distancias A no es Euclidea, debe transformarse
para proporcionar una distancia Euclidea, pero conservando la preorde-
nacién de €. La transformacién puede ser no lineal (obtenida numérica-
mente) o algebraica. El siguiente teorema brinda dos transformaciones al-
gebraicas.

Teorema 2 Sea A = (0;5) una matriz de distancias no Euclideas. Entonces
B tendrd valores propios positivos y negativos: Ay > ... > A > 0> | >
o> N, con k+ Kk =n—1. Se verifica:

1. La transformacion g-aditiva con ¢ > —2\}, convierte A en A FEu-
clidea.

2. La transformacion aditiva con ¢ > X\, donde X\ es el mayor valor propio
de la matriz no simétrica

0 2B
-1 —4B,. )’
siendo B la matriz asociada a A y B, la matriz asociada a A, =
(\/dij), convierte A en A* Fuclidea.
Ejercicio 1.11 Sea A = (§;;) una matriz de distancias no Euclideas. Demostrar:
1. El primer apartado del Teorema 2.
2. El sequndo apartado del Teorema 2.
3. Que las transformaciones aditiva y g-aditiva conservan la preorde-

nacion.

Resolver el apartado 2 presenta mayor dificultad. Véase Cailliez (1983).
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1.9 La férmula de anadir un punto

Supongamos que A = (d;;) es una matriz de distancias Euclideas. Indique-
mos por n + 1 un nuevo individuo. Supongamos conocidas las distancias
entre n + 1 y los individuos 1,2, ..., n:

5, =68(0,n+1), jeq. (1.17)

Si cada j estd representado por el punto x; € R™, X es la matriz cuyas filas
son x}, y ademds n + 1 viene representado por x € R™, las coordenadas de
x (expresadas como un vector columna) se dan a continuacion.

Teorema 3 Las coordenadas x € R™ de n+ 1 en funcion de X y de las
distancias (1.17) es

x=3(XX)"'X'(b-4d), (1.18)

donde dz(&%,...,é%)/, y b =(b11,...,bnn)" son los vectores columna que
contienen las distancias (al cuadrado) y la diagonal de B = XX', respec-
tivamente. En particular, si X es la matriz con las coordenadas princi-
pales,entonces

x=1A"'X'(b-d). (1.19)

Las férmulas (1.18) y (1.19) son debidas a Gower (1968). Veremos apli-
caciones en la Seccién 1.11 y en el Capitulo 2.

Ejercicio 1.12 La matriz de distancias (Tabla 1.1) entre 6 bebidas refres-
cantes, se obtuvo a partir de la valoracion dada por 38 estudiantes, siguiendo
una escala (1= no similar, 9= muy similar). Las similaridades acumuladas
se transformaron en distancias (disimilaridades).

1. Verifica si esta matriz de distancias tiene la propiedad de ser Euclidea.
2. Representa las 6 bebidas.

3. Una nueva bebida refrescante LC mantiene las siguientes distancias
con las demds

pPC CcCc ccc DrPC D7TUP 7-UP
LC 220 265 244 210 99 85

Sitia LC, utilizando (1.19), dentro del grdfico la representacion ante-
rior de las 6 bebidas ya conocidas.
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TABLA 1.1

pPC CC CCC DPC DvUP T7-UP
Pepsi Cola 0
Coca Cola 127 0
Classic CC 167 143 0
Diet Pepsi 207 235 243 0
Diet 7-UP 320 322 327 288 0
Seven Up 321 318 318 317 136 0

1.10 Analisis canénico de poblaciones

Supongamos que tenemos g > 2 poblaciones {21, ..., {4, representadas por los
vectores de medias py, ...pt, y la matriz de variancias y covariancias (que se
supone comun) 3, en relacién a p variables cuantitativas. Suponiendo que se
dispone de una matriz de datos para cada poblacién, el analisis canénico
de poblaciones es un método multivariante que permite representar las g
poblaciones en dimensién reducida, usualmente en una representacién bidi-
mensional. Una exposicién de este método resultaria algo extensa (véanse
los libros Cuadras, 1991, 2014), por lo que nos limitaremos a decir que, esen-
cialmente, es equivalente a un andlisis de coordenadas principales utilizando
la distancia de Mahalanobis entre vectores de medias

3 (i, w;) = (p; — uj)’ﬁ‘l(ui — W) (1.20)

La representacioén, a lo largo de los llamados ejes candnicos, incluye re-
giones confidenciales para cada uno de los vectores de medias (Figura 1.1).

Ejercicio 1.13 Utilizando los datos del fichero ejercicios.txt, que corres-
ponden a 4 variables y 5 poblaciones, y el programa canp06s.exe, realiza un
andlisis canonico de poblaciones. Interpreta la primera dimension candnica.

1.11 Analisis de coordenadas principales y biplot

Dada una matriz de datos cuantitativos Y, de orden n x p, el método biplot
(Gabriel, 1971) es una representacién sobre el mismo gréfico de las n filas
(= individuos) y las p columnas (= variables) de Y. Usualmente los indi-
viduos se representan como puntos y las variables como vectores. Véase una
alternativa interesante en Galindo (1988). La presentacién conjunta Biplot
puede ser obtenida por una descomposicién singular de Y, pero Gower y
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Figura 1.1: Representacién candnica de 8 poblaciones conteniendo datos
biométricos de 6 especies de coleépteros, encontrados en 8 localidades dis-
tintas.

Harding (1988) probaron que también se puede obtener una solucién biplot
partiendo de (1.19).

Supongamos que deseamos representar la primera variable Y7, es decir,
la primera columna de Y. Podemos identificar Y7 con el conjunto de coor-
denadas

aju] = (051,0, ...,O) a1 € Rl,

siendo Rj el recorrido de Y;. La distancia (al cuadrado) entre aju; y la fila
yi= (Yi1, - Yip) de Y es

(01— yin)* + Y + - + Ui
Observando que by; = :E?l + ...+ x?p = y?l + ...+ yizp, resulta que
b—-d :2a1Y1 — Oé%]_n.

Puesto que X'1,, = 0, tenemos que las coordenadas representando al eje Y;
son x; (1) = ;A" X'Yy, con a1 € Ry, es decir, recorriendo el rango de
Y7.

En general, los p ejes vendran representados por el haz de segmentos

X (a)=A"'X'YD, «;€R;,

donde X es la matriz con las coordenadas principales y D, = diag (o, ..., ap).
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Figura 1.2: Gréfico biplot sobre los tiempos empleados por 12 corredores
(puntos) en relacién a 4 tiempos parciales (variables representadas mediante
vectores). Las dos dimensiones principales representan la rapidez en correr

y la forma de correr.

Ejercicio 1.14 La puntuacidn, en una escala de 1 a 10, que 8 ciudadanos
dan a 5 politicos An, Az, Go, Pu, Fr es la siguiente:

B D A oo~

An Az
6 3
7 2
1 8
2 5
4 5
1 8
2 7
8 2

Go

5

D W W© P G Lo W

Pu

N N I N N SN

Fr

3

Lo 0 2 Lo D = Ao

Centrando primero la matriz de datos por columnas, representarla mediante
el método biplot (ver un ejemplo de biplot en la Figura 1.2).



Capitulo 2

El modelo de regresion DB

2.1 El modelo clasico de regresion lineal

Consideremos el modelo lineal

y =XB+e, (2.1)

donde y(n x 1) es un vector (conocido) con n observaciones de una vari-
able respuesta cuantitativa Y, X(n x m) es la llamada matriz de disefio, es
conocida y tiene rango rang(X) =m, B(mx1) es un vector (desconcido) de
pardmetros y e = (el, ey en)' es un vector aleatorio tal que

E(e;) =0 var (e;) =02 i=1,..,n,
E(eiej) =0 1 75]

En muchas aplicaciones se cumple que e es normal N, (0, O'QIn) y en-
tonces se dice que (2.1) es un modelo lineal normal.

Recordemos que la estimacién LS (mfnimos cuadrados) de 8 = (B4, ..., B)’
es

8= (X'X) ' Xy, (2.2)
la suma de cuadrados residual es
~\/ ~
B} = (v-XB) (v -XB) =¢%, (2.3)
y una estimacién insesgada de la varianza comiin o2 es

62 =R2/(n—m). (2.4)

21
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Ejercicio 2.1 Consideremos el modelo lineal
7=p1+ By +e; 12 =206, + By + e2;

2= — By +es; 14 = 1 + 385 + e4.

FEscribe este modelo en la forma matricial (2.1), y estima los pardmetros

B = (51752)1 Yy o2

Queremos ahora interpretar el modelo lineal desde la perspectiva de las
distancias. Indiquemos por xi,...,x,, las filas de X. La distancia Euclidea
(al cuadrado) entre cada par de observaciones i, j es

dy(i, ) = (xi—x;) (xi—%;)". (2.5)

Sobre la matriz de distancias Euclideas D = (dg (,7)) , podemos aplicar
el Teorema 1 de la Seccién 1.8. Construimos B = HAH vy, a partir de la
descomposicién espectral de B

B = UAU'=XX’, (2.6)

resulta que las distancias entre las filas X1, ...,X, de X , reproducen ex-
actamente las distancias (2.5). Podemos, entonces, escribir el modelo (2.1)
como

y =X~ +e. (2.7)

Se ha llevado a cabo una transformaciéon § — v de los pardmetros.

Lo que més nos interesa aqui es que (2.7) ha sido construido utilizando
solamente distancias (en este caso la distancia Euclidea), y le llamaremos
modelo DB (“distance-based”).

El vector proyecciéon de y sobre el subespacio generado por el modelo
(2.1) es

y = X(X'X) 'X'y. (2.8)

Anglogamente podriamos encontrar y para el modelo (2.7). Sin embargo
ambos modelos son esencialmente el mismo, pues se verifica

~

y=y. (2.9)

Como veremos enseguida, el modelo DB presenta ventajas utilizando
otras distancias, lo que permitird manejar modelos no lineales o modelos
con variables explicactivas mixtas.
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Ejercicio 2.2 Se pide:
1. Encuentra la matriz T de la transformacion lineal v = T3.

2. Demuestra la igualdad (2.9).

La distancia Euclidea (2.5) se ha calculado utilizando las filas de la matriz
de diseno X, que es conocida. Ahora introduciremos el modelo de regresién
DB (“distance based”) en versién general.

Supongamos que tenemos p variables observables Wy, Wa, ..., W,,, de tipo
continuo, binario o categérico, pudiendo ser incluso una combinacién de
los tres tipos. Entonces diremos que los datos son de tipo mixto. Sea
d(i,7) una distancia adecuada entre pares i,j de individuos. Si los datos
son binarios d(i,7) se puede basar en (1.10) 6 (1.11), y si son mixtos en el
coeficiente de similaridad de Gower (1.12). Supongamos que la distancia
tiene la propiedad de ser Euclidea. A partir de d(i,7) se puede obtener la
matriz n xn de distancias A, y aplicando la descomposicién espectral (1.13),
obtendremos la matriz X con las coordenadas principales, que reproducen
las distancias originales. El modelo de prediccién DB que proponemos es
entonces

y =Bo1 + X8 +e, (2.10)

donde 1 es el vector de unos, X, 3 y e tienen el mismo significado que
en el modelo (2.1). Obsérvese que, como B1 = 0, el vector 1 asi como las
columnas X3, ...,X,, de X, son vectores propios de B.

Podemos también escribir

m
y =81+ ) _ B Xi+e, (2.11)
=1

donde m=rang (B) y Xi,...,X;, (vectores columna n X 1), juegan el papel
de variables predictoras.
Las propiedades bésicas del modelo de regresion DB son las siguientes:

e Las estimaciones de los pardmetros de regresién son
Bo=7=y'1/n, Bi = Xiy /i, (2.12)
donde \; es valor propio de B.

e El vector prediccién o proyeccién ortogonal de y sobre el subespacio
generado por el modelo, es

y =71+ XA Xy. (2.13)
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e El coeficiente de correlacién simple 7; = r (y, X;) es
i = (y'Xi) /nSpAi (2.14)

donde Sz es la varianza muestral de y.

e El coeficiente de correlacién miiltiple (al cuadrado) R? entre y y X1, ...,
X, es

R =y'XA ' X'y/nS; =) 17, (2.15)
=1

donde A = diag (A1, ..., A\p,) contiene los valores propios de B.

Ejercicio 2.3 Demuestra las formulas (2.12)-(2.15).

2.2 El modelo DB en dimension k

El modelo DB (2.10), (2.11), es el modelo completo. Sin embargo, para
ciertas distancias, m =rang(B) crece con n. Incluso puede darse el caso de
que m = n — 1. Entonces, el nimero de variables Xi,...,X,, (las columnas
de X) puede resultar excesivo y en consecuencia encontrarnos con un coe-
ficiente de determinacién R? arbitrariamente préximo a 1. Para evitar este
problema, es conveniente partir X en dos partes

X =(Xw),2), (2.16)

donde X ;) = (X1,...,X}) contiene k columnas adecuadas de X, en el sen-
tido de que son convenientes para predecir la variable respuesta Y, y la
matriz Z contiene las restantes columnas. Las columnas en X () no son
necesariamente las k primeras de X. Es decir, (2.16) es convencional.

Tomando estas k columnas, definimos el modelo DB en dimensién
k, que se puede expresar de dos maneras equivalentes:

k
=1

Como valor de k, se puede tomar k= niimero inicial de variables observables
explicativas.

Una buena seleccién de las columnas X1, ...,X; de X consiste en escoger-
las por orden decreciente de correlacién con y, es decir,
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r(y,X1) >r(y,X2) > >r(y,Xg). (2.18)

Otra seleccién obvia consiste en ordenarlas de acuerdo con la variabilidad
explicada por las sucesivas variables predictoras (columnas de X), es decir:
A1 > ... > Ap. Se trataria de seleccionar los k primeros ejes principales. Pero
si sucediera que la variable Xy, tiene una correlacién ry11 = 7 (y,Xg+1)
relativamente alta, podriamos haber rechazado una variable predictiva im-
portante. Véase Cuadras (1993) para una discusién de este problema en
términos de una desigualdad, que permite explicar la importancia de las
componentes principales de menor varianza.

Ejercicio 2.4 Una revista de automdbiles publicd el consumo de gasolina
Y en funcion de 10 caracteristicas, sobre una muestra de 32 autos. Si 2
variables son binarias (b), 8 cualitativas (q) y el resto continuas (c¢), compara
el modelo de regresion cldsico con el modelo DB utilizando la distancia de

Gower. La variable dependiente se encuentra en la columna Y :

TABLA 2.1 (véase ejercicios.txt)

Y c c c c cbbqqq
21.0160.0 110 3.90 2.620 16.46 01 6 4 4
21.0160.0 110 3.90 2.87517.02016 4 4
22.8108.0 933.852.32018.6111441
21.4258.0 110 3.08 3.21519.44106 3 1
18.7 360.0 175 3.15 3.44017.02008 3 2
18.1 225.0 105 2.76 3.460 20.22106 3 1
14.3 360.0 245 3.21 3.570 15.84 008 3 4
24.4146.7 62 3.69 3.19020.00104 4 2
22.8 146.7 62 3.69 3.19020.00104 4 2
19.2167.6 123 3.923.44018.301064 4
17.8167.6 123 3.923.44018901064 4
16.4 275.8 180 3.074.070 17.40008 3 3
17.3275.8 180 3.07 3.730 17.60008 3 3
15.2 275.8 180 3.07 3.780 18.00008 3 3
10.4 472.0 205 2.93 5.250 17.98008 3 4
10.4 460.0 215 3.00 5.424 17.82008 3 4

Y c c c c cbbqqq
14.7 440.0 230 3.23 5.34517.42008 3 4
32.4 78.7 664.082.20019.4711441
30.4 75.7 524.931.61518.5211442
33.9 71.1 654.221.83519.9011441
21.5120.1 973.702.46520.0110431
15.5 318.0 150 2.76 3.520 16.87 008 3 2
15.2 304.0 150 3.15 3.43517.30008 3 2
13.3 350.0 245 3.73 3.84015.41 008 3 4
19.2 400.0 175 3.08 3.84517.05008 3 2
27.3 79.0 664.081.935189011441
26.0 120.3 914.432.14016.700145 2
30.4120.3 914.432.14016.700145 2
15.8 351.0 264 4.22 3.170 145001854
19.7 145.0 175 3.62 2.770 1550016 5 6
15.0 301.1 335 3.54 3.570 14.60018 5 8
21.4121.01094.112.780 18.60114 4 2

Ejercicio 2.5 Encuentra la version de las formulas (2.12)-(2.15), para el

modelo DB en dimension reducida k.
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2.3 Predicciéon DB sobre un nuevo individuo

Supongamos que tomando medidas sobre las variables (mixtas) observables,
hemos obtenido la observacién wy1; = (wi,...,wp) en un nuevo individuo
n—+1. Sitenemos definida una distancia entre individuos, entonces podremos
calcular las distancias (al cuadrado)

EZ=d*@Gn+1) i=1,..n, (2.19)

entre n + 1 y los otros n individuos cuyas observaciones conocemos para la
variable respuesta Y. Queremos encontrar y,4+1 = Y (n + 1), la prediccién
de Y en n 4+ 1. No es dificil obtener esta prediccién, ya que, empleando la
férmula de anadir un punto (1.19), se pueden encontrar sus coordenadas a
partir de las distancias. Estas coordenadas, utilizando el modelo completo,
son

X = (21, .00, o) = SATIX/(b — d).
La prediccién segun el modelo (2.10) es
m ~ —~
U1 =T+ > Biwi =7+ xB.
i=1
Substituyendo, se obtiene
Jos1 =7 + XAIXy. (2.20)

Si consideramos ahora el modelo DB en dimensién k, y hacemos las parti-
ciones

. X(k) - . Ak 0
X_< Z )a X_(X(k)vz)7 A_< 0 Amfk )

donde x(;) = (x1,...,x1) son las k coordenadas relativas a las k dimen-
siones predictivas, y la diagonal de A contiene los correspondientes valores
propios, obtenemos

~ - ~1 ~1

Unv1(k) =7+ x5 Ay Xy +2A 0 Zly.

Si ahora tenemos en consideracién que Z'y = 0 (ya que Z contiene las vari-
ables menos correlacionadas con Y'), obtenemos finalmente:

Un+1(k) =7 + x’(k)Angﬁcy. (2.21)
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Ejercicio 2.6 Considerando el modelo completo, demuestra que,la predic-
cion (2.20) se puede escribir como

Unt1 =Y+ 3 (b—d) By,

donde B~ es la g-inversa de B = XX/, es decir, B~ es una matriz tal que
BB B = B. (Observa que B es una matriz singular y por lo tanto no tiene
inversa en el sentido tradicional).

2.4 Prediccién con variables continuas, categéri-
cas y mixtas

El modelo DB se reduce al modelo cldsico de regresiéon cuando la distancia
utilizada es la Euclidea ordinaria (1.6) y las variables son cuantitativas y
continuas. Cuadras y Arenas (1990) demuestran que:

e Para variables cuantitativas y distancia Euclidea, la férmula de predic-
ci6n (2.20) brinda los mismos resultados (Para otras distancias, los
resultados son diferentes, como veremos en la seccién siguiente).

e Para p variables cualitativas Wy, Wa, ..., W,,, donde W, tiene ¢, estados
(1 <r < p), podemos tomar como distancia

7 =2(p—my), (2.22)

donde m;; es el nimero de coincidencias entre los individuos 7 y j.
Por ejemplo, si ¢ = (010, 1000,001,10), 5 = (010,0100,001, 10), en-
tonces p = 4, m;; = 3, dfj = 2. En ese caso, el modelo DB con la
distancia (2.22) vuelve a dar los mismos resultados que el modelo de
regresion cldsica, es decir, las predicciones coinciden. Naturalmente
los resultados son diferentes si consideramos otras distancias.

e La situacién cambia bastante si las variables son mixtas, es decir, si
constituyen una mezcla de continuas, binarias y categéricas. Entonces
la distancia no es Fuclidea en el sentido de antes. Una buena posibili-
dad consiste en emplear la distancia de Gower (1.12). Existen muchos
ejemplos que prueban que utilizando el método de regresién DB con
esta distancia podemos obtener mejores predicciones que con el método
clésico. Los ejercicios 2.4 y 2.7 brindan sendos ejemplos donde se
puede comprobar este hecho.
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El método DB fue introducido por Cuadras (1989b), Cuadras y Are-
nas (1990), y continuado por Cuadras (1990), Cuadras y Fortiana (1993a),
Cuadras, Arenas y Fortiana (1996). Pueden verse aplicaciones a la astrono-
mia en Bartkowiak y Jakimiec (1994) y generalizaciones del modelo DB en
Boj et al. (2010), asi como aplicaciones a la quimica molecular en Robert et
al. (1999), y teoria del riesgo en Boj et al. (2015), Estos articulos contienen
ejemplos con datos reales.

Ejercicio 2.7 Se pide:

1. Demuestra que la distancia (2.22) es Euclidea y que el método DB y
el cldsico, codificando los estados como 0 (ausente), 1 (presente), son
equivalentes.

2. Para los siguientes datos (n = 28), la primera columna contiene la
variable respuesta Y y las cinco columnas siguientes las variables ex-
plicativas. Comprueba que el método DB con la distancia de Gower,
proporciona mejores resultados que el método cldsico de regresion mailti-
ple. (Nota: utiliza el archivo ejercicios.txt y el programa MULTI-

CUA).
603 2 3 3 3 1 560 1 2 2 1 2
560 1 1 1 0 1 608 3 2 4 3 1
590 1 5 2 2 1 605 2 1 3 0 1
550 2 1 1 0 1 590 1 3 3 2 2
558 2 1 2 1 1 586 0 1 1 1 2
579 2 2 5 0 1 668 3 3 4 3 1
6385 2 3 3 0 1 571 3 3 4 2 1
554 2 1 2 0 2 586 3 4 4 0 1
560 1 3 2 3 1 568 2 1 3 0 2
549 3 3 4 1 1 560 1 1 2 0 1
572 3 3 4 0 2 534 1 1 5 0 2
6.74 1 5 2 2 2 532 1 4 1 1 1
748 0 1 4 0 2 636 3 2 3 0 2
693 1 3 2 1 1 555 3 3 4 0 1

2.5 El método DB y la regresiéon no lineal

Consideremos la regresién de Y sobre p variables cuantitativas X7, ..., X,
seglin un modelo de regresién no lineal
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Y = f(X1,.... X:0) +e, (2.23)

donde 0 es el vector de pardmetros y f es una funcién no lineal (posiblemente
desconocida).

La regresiéon DB con la distancia Fuclidea es equivalente a interpretar
(2.23) en términos de un modelo lineal. Pero si consideramos la distancia
valor absoluto (1.8) entonces la regresién DB es de tipo no lineal. Cuadras y
Fortiana (1993b) demuestran que, si p = 1, la regresién DB con la distancia

d($>y) =V ’{13 - y’a (2'24)

equivale a una regresién sobre polinomios ortogonales. Concretamente sobre
polinomios de Tchebychev, cuando los valores x1, 9, ..., x,, observados de la
variable X son equidistantes.

Todavia no existen resultados teéricos conocidos para p > 2 variables ex-
plicativas, pero la potencia del método DB con la distancia (1.8) en regresion
no lineal se pone de manifiesto con ejemplos reales.

Ejercicio 2.8 Sobre el conjunto Q ={0,1,2,...,n} consideramos la distan-

d(i,5) = Vi = jl. (2.25)

Demuestra que es Fuclidea (compdrala con Ejercicio 1.10) y, para n = 8,
demuestra que los 4 ejes principales obtenidos por andlisis de coordenadas
principales, es decir, utilizando (1.18), dan lugar a dimensiones de tipo lin-
eal, cuadrdtica, cibica y cudrtica.

Ejercicio 2.9 En una determinada reaccion quimica, y es la fraccion de
material original remanente luego de x1 minutos de reaccion a To grados
Kelvin. El modelo de regresion no lineal que predice y es

1 1
Yy = exXp <—91$1 exp |:—92 <x2 — 620>:|> + €, (226)

donde 01,02, son pardmetros desconocidos.

1. Estima los pardmetros utilizando (2.26) y aplica también una regresion
DB (con la distancia “valor absoluto”), tomando k = 2 y k = 3,
calculando en cada caso las predicciones y de y sobre los datos (n=8),
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que siguen, completando las tres columnas de la derecha de la tabla:

Y x1  ®m2 Y (con (2.26)) y (DBk=4) y (DBk=05)
0.912 109 600
0.382 65 640
0.397 1180 600
0.376 66 640
0.342 1270 600
0.358 69 640
0.348 1230 600
0.356 68 640

2. Compara las tres predicciones calculando la cantidad

RSS =Y (yi—0)°.
=1

3. En las predicciones DB, sha sido necesario conocer el modelo de re-

gresion no lineal (2.26)? ;Qué ventajas le encuentras al método DB?

Ejercicio 2.10 La Tabla 2.3 procede de Cox y Cox (2001, p.91) y contiene
la renta per capita y una matriz binaria de relaciones comerciales entre 15
paises (0 si no hay relacion significativa; 1 si hay relacion significativa).

1. Interpretando la matriz binaria simétrica como una matriz de similar-

idades, y tomando convencionalmente el valor 8 en la diagonal prin-
cipal, representa los 15 paises por andlisis de coordenadas principales.

. Estudia si la matriz binaria predice bien la renta y realiza la prediccion

de la renta per capita en Espana mediante:

(a) Regresion maltiple cldsica.

(b) Regresion DB tomando 5 dimensiones.

. Comenta los problemas encontrados con la regresion cldsica y discute

las ventajas del método DB para estos datos.

. Prueba que el valor asignado a la diagonal principal (el 3 en nuestro

caso) no altera la obtencion de los ejes principales, es decir, la regre-
ston DB no cambia st asignamos otro valor con tal de que la matriz
de similaridaades resultante sea (semi) definida positiva.
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Arge
Aust
Braz
Cana
Czec
Egyp
Fran
Ital
Japa
N.Ze
Swed
USA
USSR
U.K.
W.Ge
Esp

Z2o«wfdNnmomaz

318
.270
311
378
.392
.399
.392
426

Ar Au Br Ca Cz Eg Fr It
0 0 1.0 0 0 0 1
0 0 00 00 0 O
1 0 0 0 0 0 0 O
0O 0 00 00 0 O
0O 0 00 00 0 O
0O 0 00 0 0 1 1
0 0 00 01 01
10 0 0 0 1 1 0
11 1 1 0 0 0 0
01 0 0 0O 0O 0 O
0 0 00 00 0 O
11 1 1 0 1 1 0
0 0o o0 1 1 00
01 o1 0 1 1 0
11 1 0 0 1 1 1
10 0 0 0 0 1 1

TABLA 2.4

C R E y/ Ei
0

1010

223 .061 0

243 236 0.061 O

236 .176  .088 .007 O

311 345 176 .074 128

345 297 101 .209 .182

358 318 230 .264 .128

TABLA 2.3 (véase ejercicios.txt)
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Ejercicio 2.11 Supongamos que 1,2,....n representan n estimulos y que
existe una escala de preferencias 01,03, ...,0,, donde 0; es un valor asociado

al estimulo i. El estimulo j es mejor que el estimulo © si 0; > 0;, lo que

indicaremos como j = i, o también i < j. A fin de obtener la ordenacion de
los estimulos, los ordenamos segiin preferencias

11 <13 < < iy,

en el sentido de que se cumple

9i1<0i2<"'<9

in*
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Para estimar los pardmetros, se obtienen las proporciones

pij =P (j 1),
que indican, en una muestra grande de individuos, la proporcion de los que
prefieren j sobre i. Observemos que si p;; > 0.5 se admite que realmente j

es preferible sobre i. Consideremos entonces el siguiente modelo basado en
la distribucion normal

0,0,
o 1 —x2/2
pij = N /Oo € dC(,', (227)
que permite evaluar 01,02, ...,0, en funcion de p;j, 1,5 = 1,...,n.
1. Interpreta el modelo (2.27) comentando qué ocurriria en los casos:
a) bij = 0.5 b) Dij =1 C)pij = 0.

2. Definimos la siguiente distancia entre cada par de estimulos
d(i, j) = { 0 iz (2.28)
Prueba que cumple con la propiedad simétrica d(i,j) = d(j,7) > 0.

Ejercicio 2.12 FEn un estudio de nutricion se desean ordenar n = 9 vege-
tales comestibles segin el orden de preferencias que le dan una amplia mues-
tra de consumidores. Los vegetales son: nabo (N), col (C), remolacha (R),
esparrago (E), zanahoria (Z), espinaca (Ei), judia verde (J), guisante (G)
y maiz (M). Algunas de las proporciones son:

P(C>N)=0818 P(E=C)=0.723 P(R>G)=0.203.

Utilizando la distancia (2.28) se ha obtenido la matriz de distancias de la
Tabla 2.4. Aplica un andlisis de coordenadas principales y encuentra la
escala de preferencias, identificando cada vegetal con las coordenadas de la
primera dimension principal.

1. Comprueba que la matriz de distancias de la Tabla 2.2 (parte izquierda)
no es Fuclidea y encuentra una transformacion que la convierta en
Euclidea (ver Teorema 2).

2. Los precios (por kilo de producto) de los 8 primeros vegetales son:
120 110 130 145 160 170 200 225

Predice el precio del magz.



Capitulo 3

Analisis discriminante DB

3.1 Introduccién

Supongamos que €1, {22 son dos poblaciones, X7, ...,X}, son p variables ob-
servables y x = (21, ..., 2p) contiene las observaciones de las variables sobre
un individuo w € Q7 Uy, Queremos asignar w a una de las dos poblaciones.

Una regla discriminante es un criterio que permite asignar w, y que a
menudo se plantea en términos de una funcién discriminante D (z, ..., zp).
Entonces la regla de clasificacién es:

Si D (z1,...,xp) >0 asignamos w a §y,
Si D(z1,...,xp) <0 asignamos w a (.

Las cuatro reglas mas importantes del andlisis discriminante son:

e Regla MV o de la miaxima verosimilitud

Sea f; (x) la densidad de x si w es de Q;, © = 1,2. La funcién discrimi-
nante es:

V(x) =log f1(x)—log f2(x). (3.1)
e Regla B o regla de Bayes

Supongamos que son conocidas las probabilidades “a priori”:
q=P(), @=P(), a+e=1

La funcién discriminante es:

B (x) = log f1 (x) —log f2(x) +log(q1/q2) - (3.2)

33
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e Regla M o de Matusita

Supongamos que estamos en condiciones de calcular una distancia ¢; =
0 (w, ), 1 =1,2, de w a cada poblacién. Usualmente esta distancia es del
tipo §; = ¢ (x, p;), i = 1,2, donde x es el vector de observaciones y p, es un
vector representante de €2;, por ejemplo el vector de medias.

La regla M estd basada en la funcién discriminante

M (x) = 83 (x) — 61 (x) - (3.3)
e Regla de Fisher del discriminador lineal

Si Q; es (p;,X), es decir, se puede identificar §2; mediante un vector de
medias p; y una matriz de covariancias ¥ (comun a las dos poblaciones),
entonces

L(x) = [x=% (g + )] 7" (g — o). (3.4)

Todas estas reglas de clasificacién tienen una interpretacién sencilla. Se
cumple que:

e La regla MV asigna w a una poblacién §2;, tal que la verosimilitud
fi (x) es mayor.

e La regla de Bayes tiene en cuenta el mayor valor de de la probabilidad
“a posteriori” P (€2;]|x). Es obvio que MV es un caso particular de B

siqr=q2=1/2.
e La regla M simplemente asigna w a la poblacién més préxima.

e El primer discriminador lineal que fue estudiado, es un caso particular
de la regla M cuando §2; es (p;, 2),i=1,2,y

!/ _
5? = (x—p;) 7" (x — py) (3.5)
es la distancia (al cuadrado) de Mahalanobis de x a ;.

Todas esas reglas coinciden esencialmente en el caso particular de que
las poblaciones sean normales multivariantes N, (u;, X;), es decir, la funcién
de densidad en €; es:

12 _
09 = Bl exp [ 6= ) 57 (x - )]
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Ejercicio 3.1 Supdngase que §; es una poblacion Ny (p;, %;), i = 1,2, se
pide:

1. Demuestra que si X1 = 2o, las reglas MV, B con g1 = q2 =1/2, M y
de Fisher, coinciden.

2. Demuestra que, si 31 # Yo, la regla MV estd basada en el llamado
discriminador cuadrdtico

Qx) = X (-2 ) x+x' (70 — =5 wy) (3.6)
sy e — ST ey + Llog [Bo] — $log 2]

3.2 La funcién de proximidad de un individuo a
una poblaciéon

La distancia (3.5) proporciona una medida de la proximidad o distancia de
na observaciéon multivariante x a la poblacién de la cual procede, Quere-
mos generalizar esta medida haciendo uso solamente de distancias entre
observaciones, sin necesidad de trabajar con vectores de medias, que son
pardmetros relativos a la poblacién.

Sea § una distancia sobre Q, x = (1, ..., ;) una observacién de un vector
aleatorio X, con densidad f (z1,...,x)) y soporte S. Llamaremos variabil-
idad geométrica relativa a la distancia 4, a la cantidad

Vs (X) =} /S ) £ () dxdy. (3.7)

Vs (X) es el valor esperado de todas las interdistancias (al cuadrado). Podemos
entender Vs (X) como una varianza generalizada. Cuando la distancia tiene
la propiedad Euclidea, entonces Vs (X) coincide con el concepto de inercia.

Ejercicio 3.2 Demuestra que:

1. 8i X es una variable aleatoria con varianza finita y §(z,y) = |z — y|,
entonces
V5 (X) =var(X).

2. 81X es un vector aleatorio con matriz de covarianzas 3, y § = dg es
la distancia Euclidea (1.6), entonces

Vi, (X) =tra(X).
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Sea w un individuo de €, y x = (z1, ..., z,) las observaciones de X sobre
w. Dada una distancia § sobre 2, definimos la funcién de proximidad (o
simplemente proximidad) de w a 2 en relacién con X a la funcién

¢5(x) = B [0 (x,Y)] - V5 (X) = L5Z(X7Y)f(Y)dy—V5 (X).  (38)

$% (x) es el valor esperado de la distancia (al cuadrado) de x (que es fijo)
a'y (que es aleatorio), menos la variabilidad geométrica. Como veremos
en el Teorema 4, ¢% (x) puede expresarse como una distancia (al cuadrado)
entre x y un cierto vector medio asociado a la poblacién.

Ejercicio 3.3 Se pide:

1. Sea X una variable aleatoria con distribucion exponencial, de pardmetro
a. Calcula la funcion de proximidad para las distancias:

a) o(z,y) =z —yl, b) o(z,y) =]z —yl

2. Sea X con distribucion Ny (pu,X). Demuestra que si 0 es la distancia
de Mahalanobis, entonces

¢5(x) = (x— )= (x—p). (3.9)
Supongamos ahora que existe una aplicacién ¥ : RP — R™, tal que

x — ¥ (x)

0 (X7 Y) =de (¢ (X) 7¢(Y)) )
siendo d. la distancia Euclidea (1.6). Diremos que 1 proporciona una rep-
resentacién Euclidea de 4.

El siguiente Teorema generaliza (3.9), de manera que la funcién de
proximidad se puede interpretar como una distancia del individuo a la
poblacién.

(3.10)

Teorema 4 Supongamos que existe una representacion Euclidea de (£,0)
en un espacio L (Euclideo o de Hilbert separable) con un producto escalar
< .,.> y una norma ||z|* =< z,z >, tal que

0% (x,y) = v (x) = v)|?, (3.11)
donde v (x),1(y) € L son las imdgenes de x,y. Entonces se verifica que
5 (x0) = [|¥ (x0) — E [ (X)]] 2, (3.12)

donde xq contiene las coordenadas de un individo fijo w.
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3.3 La regla discriminante DB

Sean ahora 21,y dos poblaciones y § una funcién de distancia. J es la
misma en cada poblacién (en el sentido de que se expresa igual), pero puede
tener versiones ligeramente diferentes, digamos 01, do2, cuando estemos en
1y, Q9, respectivamente. Por ejemplo, si las poblaciones son normal N,
(p1,21), (g, X2), y consideramos las distancias de Mahalanobis

Hxy)=x-y)S (x-y),

Hxy)=(x-y) 3" (x—y),

entonces lo tnico que cambia es la matriz de covarianzas. Lo que debe
quedar bien claro es que d depende del vector aleatorio X, que en general
tendrd diferente distribucién en €y y Qs.

Seguidamente, mediante (3.8), calcularemos las funciones de proximidad
gb%, qb%, correspondientes a €21, {)s. Sea w un individuao para ser clasificado
en O o en (g, con valores xp= X (w).

La regla de clasificaciéon DB es:

Asignar w a Q si ¢7 (x0) < ¢2 (x0), (3.13)
en otro caso, asignar w a Qs.

Teniendo en cuenta que, si existe la aplicacién (3.10), se cumple
$1 (x0) = [|¥ (x0) — Eq, [ (X)][I*,
3 (x0) = [[v (x0) — Eaq, [ (X)]|,

vemos que la regla DB asigna w a la poblacién més préxima. Por lo tanto,
la regla DB es una regla del tipo M, pero que depende solamente de las
distancias entre individuos.

(3.14)

3.4 Propiedades de la funcién de proximidad

Transformando la distancia § también se transforma la proximidad ¢2. Se
cumple:

2
e Si§ = cd?, donde ¢ > 0 es una constante, entonces

¢ =co’. (3.15)
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. Sid =42 +b es una transformacioén g-aditiva de 0 (ver (1.2)), entonces
¢ =o¢°+0b/2. (3.16)
e Si 62 = 6% + 02 entonces
¢* = ¢ + ¢3. (3.17)
Ejercicio 3.4 Se pide:

1. Demuestra las propiedades (3.15)-(3.17).

2. Razona que la aditividad es consistente con la independencia, es de-
cir, la propiedad aditiva (3.17) resulta apropiada cuando juntamos dos
variables independientes X,Y , con §1 asociada a X y 02 asociada a
Y.

3.5 La regla DB comparada con algunas reglas
clasicas

El discriminador lineal es un caso particular de la regla DB ya que se puede
expresar como
L (x0) = 5 [¢3 (x0) — 7 (x0)] , (3.18)
donde ¢? (x¢) se obtiene tomando una distancia adecuada.
Andlogamente si consideramos la distancia
2 _ I 1 )
5] (X7 y) - (()X y) 2] (X y) + 2 log ‘2]| X 7é Yy, (319)
= X = y’

entonces el discriminador cuadrético (3.6) es

Q (x0) = 3 [45 (x0) — ¢ (x0)] - (3.20)
Finalmente, el llamado discriminador Euclideo
E (x0) = [x0 — 5 (111 + t12)] (11 — o) (3.21)

es un caso particular del DB si tomamos la distancia Euclidea como distancia
entre individuos. E (xg) tiene la ventaja sobre L (xg) de que no hace falta
calcular la inversa de X.
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Ejercicio 3.5 Se pide:
1. ;Cudl es la distancia adecuada a fin de hallar (3.18)%

2. En el cdlculo de (3.21), scudl es la matriz de covariancias comin a
21,097

3. Demuestra (3.20).

4. 3Qué le ocurriria a la distancia (3.19) si |2;| < 19 5Como podemos
superar este aparente inconveniente?

Las expresiones que dan L (x¢),Q (x9) v F (Xp), son apropiadas para
variables continuas. Por ejemplo, se demuestra que L (xg) es la mejor funcién
discriminante cuando 2; es una poblacién N, (p;,X),i =1, 2.

Supongamos ahora que €2, {29 son dos poblaciones multinomiales y que,
respecto a unas caracteristicas cualitativas Ay, ..., Ay, (sucesos excluyentes),
sus probabilidades son

P1= (pllv"'7p1m)7 D1k Z 07 Zplk‘ = 17
P2= (P21, -, P2m) s P2k >0, D pap =1

Si un individuo w a clasificar, presenta la caracteristica Ay con prob-
abilidad pix si w € 1, y con probabilidad por si w € 9, la regla MV
es:

Asignar w a €; si py, = max {p1x, pax } - (3.22)
Consideremos ahora la distancia entre individuos de un mismo £;
0 si w,w € Ay
62 (w,w') = _ _ . ’ i 3.23
¢ () { (P +0ip) st we A, o € Ap, (3:23)

que es la distancia de Rao (ver Seccién 1.7) en el caso de poblaciones multino-
miales.

Los valores que toman las funciones de proximidad para un individuo w
tal que presenta la caracteristica Ay, son:

62 (k) = ~— ik, i=1,2,  k=1,.,m
Dik
Se verifica que:
min {¢7 (k) , 3 (k) } = ¢} (k) <= pix = max {p1x, o} , (3.24)

y por lo tanto, la regla DB es equivalente a la regla MV para poblaciones
multinomiales.
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Ejercicio 3.6 Se pide:

1. Demuestra que en una poblacion multinomial con m estados excluyentes,
la variabilidad geométrica de la distancia (3.23) es igual a (m —1).

2. Demuestra la implicacion (3.24).
Ejercicio 3.7 Supongamos dos poblaciones normales
O es No (g, %1) Qo es Na (pq, X2)
donde py = (0,0), py = (1,2).

1. Encuentra el discriminador lineal en el caso

2 1
somo (2.

2. Encuentra el discriminador cuadrdtico en el caso

2 0 2 1
El_(o 1>’ 22_<1 1)‘

3. Si el discriminador es lineal, la probabilidad de clasificacion errénea
pece se define como:

Demuestra que es igual a
pce = O (—M/2) (3.25)
donde ® es la funcion de distribucion N(0,1) y
M? = (g — ) =71 (py — pap) (3.26)
es la distancia de Mahalanobis entre Q1 y €o.

4. Calcula (3.25) bajo las condiciones del apartado 1.
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3.6 La regla DB en el caso de muestras

En la préctica no disponemos de las funciones de densidad fi (x), f2 (x)
para cada poblacién, sino de dos muestras de tamanos nq, ne de las variables
X1, ..., Xp. Indiquemos (las representaciones Euclideas de las muestras) por

X1, X9, ey X, muestra de )y,

3.27
Yi,¥Y2, - yn2 muestra de QQ. ( )

Considerando primeramente solo una poblacién. Dada una distancia d,
y una muestra Xp, ..., X,,, una estimacién de la variabilidad geométrica (3.7)
es

N 1 & )

Vs(X) =55 > 6% (xiyx;) - (3.28)
ij=1

Conviene observar que este estimador es un ejemplo de U-estadistico, y por

lo tanto es el mejor estimador no-paramétrico de la variabilidad geométrica

poblacional.

Si w es un individuo, una estimacién de la funcién de proximidad (3.8)
es

9 1 n 1 n
B3 00) = 1 30 (x0,%) = g D 9 ()

i,j=1

siendo 6% (x¢,X;), @ = 1,...,n, las distancias (al cuadrado) de w a las ob-
servaciones de la muestra, donde w estd representado por la imagen xg,
véase (3.10), aunque esta suposicién no es necesaria, ya que las distancias
las podemos calcular igualmente partiendo de los datos originales.

Volviendo al caso de dos poblaciones, si w es un individuo a clasificar,
las estimaciones de las dos funciones de proximidad, en base a las muestras
(3.27), son (ver (3.8)):

~9 n1 ny
¢1(x0) = n% ;52 (x0,%;) — ﬁ "2—1 52 (Xi,Xj) )
- - (3.29)
2 1A 2 1 <& 2
¢2(y0) = g Z:l(s (y()vyz) - Qn% 215 (yhy]) ’
1= l)-]:

donde xg,y, son las dos imagenes de w, véase (3.10), segin consideremos
que w pertenezca a {21 0 a {23. Sin embargo, recordemos que el conocimiento
de xg,yg, no es necesario, puesto que solamente necesitamos las distancias

. . . ~2 ~2
entre observaciones, a fin de obtener las funciones de proximidad ¢;, ¢s.
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La regla de clasificaciéon DB es entonces:
. . 2 L [~2 2
Asignar w a Q; si ¢; = min {gbl, ¢2} . (3.30)

El siguiente teorema nos demuestra que podemos entender (3.30) como una
regla M, cuando la citada representacién existe.

Teorema 5 Supongamos que en dos espacios Fuclideos (posiblemente difer-
entes) podemos representar w y las dos muestras como

X07X17X27-"7xn1€Rp y07Y17y27"'7yn2€Rq

respectivamente. Entonces se cumple que
~2 2 _ ~2 ) _
¢1 = dE (Xo,X) ) ¢2 = dE (YO>y) ) (331)

ni n

donde X = nl_l X,y = n2_1 > yi son los centroides de las representa-
i=1 i=1

ciones Fuclideas de las muestras.

Como consecuencia del Teorema 5, podemos formular la regla DB como
sigue:
Asignar w a  si d% (x0,X) < d% (¥0,¥),

i 3.32
en otro caso asignar w a {2o. ( )
Por lo tanto, asignamos w a la poblacién que tiene més préxima.
Ejercicio 3.8 Sea Ay = (0;5) la matriz de distancias ni x ny entre las

muestras de la primera poblacion. Sean 61,02, ...,0pn, las distancias de un
mdivido w a cada uno de los elementos de la muestra. Se pide:

1. 5 Coémo podemos encontrar una representacion en los términos del Teo-
rema 59

2. Demuestra que si podemos expresar
62 = (x;—x0) (xi— =1
i ) 0 Xi XO) t=1,...,n1,
2 / .o
5Z-j = (x—x%;) (xi—x%;) ,j=1,,..,n1,

entonces

ni ni
Yook =2m) (xi-%) (x—X).
=1

3,j=1
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~2
3. Utiliza este resultado para probar que ¢} (z¢) = d% (x0,X).

4. FEscribe las expresiones correspondientes a la sequnda poblacion y ra-
zona por qué Xg es posiblemente diferente de yq.

Ejercicio 3.9 Tenemos dos poblaciones €21, Qo y una muestra de tamano 5
de cada poblacidn. respecto a tres variables miztas. Las matrices de distan-
ctas entre los 5 individuos de la muestra 1 y los 5 de la muestra 2, de cada
una de las poblaciones son, respectivamente:

01135 012 3 4
0215 02 3 4

Ay = 01 2|, Ay= 03 4
0 2 0 5

0 0

Las distancias de un individuo w a los individuos de cada una de las muestras
son
(3,2,3,1,2) (3,2,1,2,3)

Clasifica w mediante la regla discriminante DB.

3.7 Ventajas del método DB

El método de discriminacién DB (“distance-based”) no necesita conocer las
funciones de densidad, que a menudo son dificiles o imposibles de determinar
si los datos son mixtos. DB depende solamente del conocimiento de una
distancia entre individuos. Para variables mixtas, una eleccién adecuada es
la (1.12), basada en el indice de similaridad de Gower.

Observa que una vez hemos calculado las distancias, la estimacién de las
funciones de proximidad (3.29) es muy sencilla.

En resumen, el método DB:

e Es equivalente al discriminador lineal (3.4) si tomamos la distancia de
Mahalanobis. Es fédcil ver que una variante de esta distancia propor-
ciona el discriminador cuadrético (3.6).

e Puede abordar variables binarias utilizando (por ejemplo) el coeficiente
de Jaccard.

e Puede abordar variables nominales (secuencias de ADN, palabras de
un idioma, etc.) mediante la distancia de tipo “matching coefficient”
(coeficiente de coincidencia).
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e Puede abordar variables mixtas, considerando el coeficiente de Gower.
e Admite un tratamiento sencillo de datos faltantes.

e Como solamente depende de las distancias, podemos tratar el caso de
que tengamos maés variables que individuos en alguna de las muestras.

El método DB fue propuesto por Cuadras (1989b, 1991) e ilustrado con
ejemplos por Cuadras (1992a). Los Teoremas 4 y 5 estdn demostrados en
Cuadras, Fortiana y Oliva (1997), articulo que contiene otros ejemplos con
datos reales. Previamente, Krzanowski (1980) propuso un anélisis discrimi-
nante para variables muixtas basado en el “location model”. Pero el método
DB clasifica mejor.

Ejercicio 3.10 En un estudio de cincer que afecté a 137 mugeres, se con-
sideraron 11 variables (7 continuas, 2 binarias y 3 categdricas) capaces de
clasificar un tumor en benigno o maligno. En un primer grupo de ny = 78
mugeres el tumor resulté benigno, mientras que en otro grupo de ng = 59
mugeres el tumor era maligno. Con los datos del archivo ejercicios.txt,
calcula el nimero de errores de clasificacion, utilizando los discriminadores
lineal (3.4), cuadrdtico (3.6) y Fuclideo (3.21), como asi también la regla
DB con la distancia de Gower. ;Qué discriminador clasifica mejor?

Ejercicio 3.11 Supongamos que la matriz de covarianzas 3 es singular, es
decir, existen combinaciones lineales entre las variables.

1. Razona entonces que (3.21) puede ser un discriminador adecuado.

2. FExplica que, en general, el método DB seria aplicable en esta situacion
de singularidad.

3.8 Discriminacién en el caso de varias poblaciones

Supongamos que disponemos de g > 2 poblaciones (21, ...,{); y muestras
de tamanos ni,...,ny para cada poblacién. Supongamos que en relacién a
p variables (posiblemente mixtas) y a una distancia 0, hemos calculado las

~2 ~2
funciones de proximidad ¢, (w), ..., ¢, (w) correspondientes a un individuo
w a clasificar (véase (3.29)). La generalizacién de (3.30) es inmediata. La
regla DB para g > 2 poblaciones es:

Asignarwa( si ¢ (w) = min {af (@), b, (w)} . (3.33)
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Se puede probar un resultado similar al Teorema 5. Por lo tanto la regla
DB clasifica w a la poblacién que tiene més proxima.
Finalmente, si x(k);,...,x (k)nk representa una muestra de €, uti-

lizando la siguiente distancia (al cuadrado) entre cada par de poblaciones
Qe iy

A% (kK) = — 342 (x (), ,x (k')j) ~Vs(k) = Vs (K), (3.39)
=1

NN =
17]

donde Vj (k) es la variabilidad geométrica de €, tenemos la posibilidad de
representar las g poblaciones por andlisis de coordenadas principales sobre
la matriz de orden g X g , conteniendo las distancias (A (k, k’)). Este método
de andlisis candnico generalizado, que utiliza solamente distancias entre in-
dividuos para obtener distancias entre poblaciones, y que por consiguiente
puede manejar datos mixtos, se puede combinar con la discriminacién DB.
Véase Cuadras (1991), Krzanowski (1994), Cuadras, Fortiana y Oliva (1996,
1997).

Finalmente, debemos mencionar que mediante distancias y en general
funciones simétricas, se pueden construir funciones de densidad de proba-
bilidad y que la cota inferior de la variabilidad geométrica es la entropia de
Shanon (véase Cuadras, Atkinson y Fortiana, 1997).

Ejercicio 3.12 Se pide:

1. Demuestra que el andlisis candnico generalizado se reduce al andlisis
candnico de poblaciones (Seccion 1.10) cuando la distancia entre indi-
viduos es la distancia de Mahalanobis, es decir, prueba que (3.34) se
reduce a (1.20).

2. Con los datos del archivo ejercicios.txt, que corresponde a 7 grupos
de estudiantes en relacion a 2 variables miztas (Mardia, Kent y Bibby,
1979, p. 294), realiza una representacion candnica generalizada con la
distancia de Gower.
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Capitulo 4

Aspectos computacionales en
regresion DB

4.1 Selecciéon de variables en el modelo DB

En la Seccién 2.1 hemos sugerido dos métodos para seleccionar las dimen-
siones predictivas para el modelo de regresién DB en dimensién k.

El criterio de seleccién de los vectores propios de B ordenados por orden
decreciente de los valores propios, es un método para obtener las dimensiones
principales que permitan realizar la mejor representacién en dimensién k,
de 2, de modo que se maximice la variabilidad geométrica en la dimension

k elegida:
1 n
53 Sk == (4.1)

i,j=1 i=1

SRS

Un criterio mejor para seleccionar variables predictivas, consiste en or-
denar las columnas de X en orden descendiente de las correlaciones con vy,
es decir, seleccionar X;, ..., X;, tales que

7‘2(y,X1'1) > > T2(y,Xik). (4.2)
El coeficiente de determinacién R2(k) (ver (2.15)), es:
k
R (k) =) r*(y.Xi,).
a=1

La proyeccién de y, o prediccién, de acuerdo con el modelo (2.17), es:

k
v =Bol+ Y Bi X,

a=1

47
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La variabilidad geométrica DB condicional, se define como:

1 &
o2 Z (@ — 75)*. (4.3)
i,j=1
Es facil probar que
1 & 1
53 S @G- = - > B Nin = RA(k)S2, (4.4)
3,j=1 a=1

donde 5’5 es la varianza muestral de Y. Esta ecuacién puede ser interpretada
como la versién DB de (4.1). Nétese que el criterio (4.2) maximiza R?(k),
es decir brinda el subespacio en dimensién k, generado por las dimensiones
principales que tienen méxima correlacién multiple con Y.

Ejercicio 4.1 Sea X la matriz de datos centrados y S =n~1X'X la ma-
triz de covarianzas de las variables columna de X. La transformacion de
componentes principales es Y = XT, siendo S = TDT' la descomposicion
espectral de S. Relacionando S con B = XX’ (ver 1.13), demuestra que
las coordenadas principales (columnas de X ) pueden ser interpretadas como
componentes principales.

Ejercicio 4.2 Determina la distancia implicita en la definicion (4.3) y de-

muestra (4.4).

4.2 Seleccién para un nimero grande de individ-
uos

Los dos métodos de la Seccién 4.1 se basan en maximizar (4.3) 6 (4.4) y
necesitan calcular los vectores propios de la matriz B. Cuando n es muy
grande, este cdlculo puede ser muy costoso.

Un procedimiento que solamente requiere calcular los primeros k vectores
propios adecuados, es el siguiente. Se particiona X en X = (X(i), Z;), donde
X (s) contiene las primeras columnas de X, es decir los primeros vectores
propios de B, ordenados de acuerdo a sus valores propios.

Se define la secuencia c(i):

c(0) =0, c(i)= y'B(i)y/y'By, 1=1,2,...,m, (4.5)
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siendo m =rang(B) y B(;) = X(;X;. Este coeficiente verifica:

. Z;: T%)\a

donde r, =corr(y,X,). Cada c(i) mide la predictibilidad de las primeras i
dimensiones, ponderadas por los correspondientes valores propios. ¢(0) = 0,
puede ser interpretadao como la falta de predicitibilidad de 1, el vector de
unos, que es también un vector propio de B.

Esta secuencia satisface:

e c(0)=0<c(i)<e(m)=1, i=1,...,m.

e c(i)<e(i+1) 1=0,...,m—1.

e (i) = c(i+ 1), si la dimensién (i + 1) es no predictiva.

La seleccién debe ser realizada representando en un diagrama los puntos
(i,1—c(i)) i=0,1,...,m* <m,

donde m* es tal que 1 — ¢(i) toma un valor muy préximo a 0. Esto nos
permite decidir el corte en m*, de modo que después de m*, el gréfico lineal
se sitia préximo al eje horizontal, indicando qué las dimensiones superiores
deben descartarse. La dimensién principal 1 < ¢ < m* debe ser seleccionada
si se aprecia una caida entre el punto (i — 1,1 —¢(i — 1)) y el (¢,1 — ¢(4)).
Entonces la dimesién 7 es aceptada o rechazada en funcién de que rf 0 \; sean
grandes o pequenos.

Finalmente, destaquemos que este procedimiento solamente requiere el
célculo de los primeros m* vectores propios.

Ejercicio 4.3 Se pide:

1. Construye el grifico de los puntos (i,1 — ¢(7)) unidos con segmentos
rectos (ver Figura 4.1), para los datos de automdbiles del Ejercicio 2.4.

2. Prueba (4.6) e interpreta una dimension problemdtica, es decir, una
dimension tal que \; sea grande y 7"? sea  pequeno, o reciprocamente,

~ 2
i sea pequeno pero r; sea grande.
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1-c(i) 10T
0.8

0.6
0.4

0.2 1

0.0

Figura 4.1: Gréfico para seleccionar las dimensiones predictivas en la regre-
sion DB. Las dimensiones 1, 2, 4 y 6 serfan predictivas.

4.3 Valores propios negativos o muy pequenos

Supongamos que la matriz n x n de distancias observadas, A = (d;5), no
es Fuclidea. Puede ocurrir, por ejemplo, que se emplee el coeficiente de
similaridad de Gower con algunos datos faltantes. Entonces la matriz B
tendré algunos valores propios negativos (Teoremas 1 y 2), por lo tanto
tendremos algunas variables (columnas de X) con “varianzas negativas”.
Consecuentemente el modelo de regresién DB no funcionaria.

Para solucionar este inconveniente, podemos considerar la transforma-
cion g-aditiva de la distancia:

<2 0 i=7,
5U_{5%+%zi#$ (4.7)

que transforma la matriz B en
B = B + aH, (4.8)

siendo H la matriz de centrado. Los vectores propios de B son los mismos
y los valores propios son A; + a
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Si A\; < 0 para algin 4, podemos escoger a > 0 con tal que \; +a > 0,i =

1,...,m, lo que nos permite conseguir la matriz de distancias Euclideas
Considerando el modelo completo y escribiendo la ecuacién (2.20) como
Yni1 =¥ + 3(b—d)UA"'U, (4.10)

la transformacién g-aditiva (4.7), cambia el modelo DB a
Ynt1(a) =¥ + (b — d)'U(A+al) "' Uy, (4.11)

donde I es la matriz identidad n x n. Nétese que la prediccién de Y para
un nuevo individuo n + 1, depende de a.

Ejercicio 4.4 Se pide:
1. Demuestra las ecuaciones (4.9)-(4.11).
2. Propdgase un criterio para seleccionar la mejor constante a en (4.11).

3. Escribe una version apropiada de (4.11) para el modelo DB en dimen-
sion k.

Supongamos ahora que A = (§;;) es una matriz de distancias Euclidea,
pero algunos valores propios de B son muy pequenos. Entonces el ajuste
de (4.10) puede quedar alterado por motivos numéricos, pues se invierten
cantidades muy pequenas.

Una solucién al problema pasa también por emplear (4.11), que requiere
la inversa de la matriz (A+al), cuya inversa es mds asequible, pudiendo
mejorar el ajuste. Este inconveniente también se presenta para la estimacién
de los pardmetros de regresion, (véase 2.12):

Bi(a) = Xy /(N +a). (4.12)

Existe una clara analogia entre (4.11) y (4.12) y la regresiéon cresta
(“ridge regression”, Hoerl y Kennard, 1970). La transformacién (4.7), puede
ser interpretada como una extensién de este procedimiento de regresién para
una distancia general.

Ejercicio 4.5 Se pide:

1. Construye un ejemplo donde el ajuste con el modelo DB proporcione
una correlacion maltiple R?> = 0 y otro tal que R? = 1.

2. Describe la regresion cresta (“ridge regression”) y comenta la version

DB.
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4.4 Relacionando dos conjuntos de variables

Supongamos que en un mismo conjunto finito €2, se tienen dos conjuntos de
variables X1, ..., X, y las variables Y7, ..., Y;,posiblemente mixtas. Nuestro
propésito es relacionar ambos conjuntos a través de la definicién de una
medida apropiada de asociacion.

Si se dispone de dos matrices de datos cuantitativos X e Y, de érdenes
n X pyn X q, con matrices de correlaciones

X Y
X | Ri1 Rio
Y | Roi R

un método bien conocido es el andlisis de correlaciéon candénica. En
sintesis, este método multivariante resuelve las ecuaciones en autovalores

-1 _ .2 L
R12R22 Rglai =T Rnal- 1= 1, e,y

R21R1_11R12bi = T?R22bi m = min(p, q) (413)

Estas ecuaciones también pueden ser escritas empleando las matrices de
covarianzas, con los mismos resultados en cuanto a valores propios.
Los vectores propios a;, b;, se denominan vectores candnicos y

_ - h .
Ul—azX, ‘/74—]32-Yv7 Z—l’...,m
son las variables candnicas, cuyas correlaciones
r; = corr(U;, V;), 1=1,...,m,

son las raices cuadradas positivas de los valores propios, que se suponen
ordenadas
TLZ2T2 2 2 T, (4.14)

y se denominan correlaciones canénicas. La primera correlacién canénica
r1 es la méxima correlacion entre una funcién lineal de X y una funcién lineal
de Y. Las variables canénicas Uj, ..., U,, son incorrelacionadas.

Medidas globales de asociacién pueden basarse en (4.14), por ejemplo:

m

=17 =1-T[a-r). (4.15)

i=1 i=1

Como veremos enseguida, es preferible utilizar la segunda medida.
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Ejercicio 4.6 Se pide:

1. Demuestra que con las dos ecuaciones (4.13) se obtienen los mismos
valores propios.

2. Comprueba que 0 < 772 <1ly0< 6% < 1. Discute los casos 0 y 1.

La asociacién entre variables categéricas puede ser determinada emple-
ando dual scaling o andlisis de correspondencias, un método que pre-
senta una clara relacién con el de anélisis de correlaciones canénicas (Mardia,

Kent y Bibby, 1979, p.237-239 y 290-293; Greenacre, 1984, 2016).

4.5 Relacién DB entre variables mixtas

Supongamos que sobre una misma poblacién Q = {1,2,...,n} se dispone
de dos conjuntos de datos mixtos M;, M> que se desean relacionar y com-
parar. Una forma de lograrlo es haciendo una extensién de la regresién DB.
Suponiendo que se dispone de una funcién de distancia J, que sea apropiada
y que permita calcular dos matrices n x n de distancias, Ay = (6;;(1)), Ao =
(045(2)). Sean B1, By las correspondientes matrices de productos internos
(Teorema 1) y consideremos las descomposiciones espectrales de B; y Ba,
que proporcionan las matrices de coordenadas principales

X =A% Y =U,AY2

Entonces My, M> pueden representarse por las matrices cuantitativas X, Y.
Empleando las filas de X, coordenadas principales relativas a A1, se puede
representar €2 en un espcio Euclideo de menor dimensién. Las filas de U;
se denominan coordenadas estandar. Similarmente, obtenemos las coor-
denadas principales Y, que nos permiten representar 2 y las coordenadas
estdandar son las filas de Us.

Para asociar M7 con Ms, a través de la relaciéon de X con Y, matrices
de 6rdenes n X p y n X g, podemos plantear el modelo de regresién DB
multivariante

Y =XB+E, (4.16)

donde B es una matriz de pardmetros de orden p X ¢, y E, es una matriz de
errores aleatorios de orden n x ¢. Si se tiene que B = 0, entonces no hay
relacién entre los datos My y Ma.
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Para medir la relacién entre M; y Ms, podemos adoptar la medida
n? = det(U4,U; U, Uy), que en (4.15) se expresa en términos de correla-
ciones canénicas entre X, Y. Sin embargo, es méds adecuado utilizar

0> =1 —det(I, - UyU, U Uy) =1 - [J(1 = r}). (4.17)
=1

En efecto, al contrario de n?, la medida de asociacién generalizada 62 ests
poco influenciada por las correlaciones canénica muy pequenas. Por ejemplo,
si 71 es grande pero 7, es muy pequefio, 72, disminuye mucho el valor de
n?, mientras que (1 — 72,) apenas influiria en 62. Este coeficiente ha sido
utilizado por Cuadras et al. (2012) en el tratamiento de imdgenes espectrales
mediante distancias.

Suponiendo normalidad multivariante, se puede probar que aplicando el
test de la razén de verosimilitud A al modelo (4.16) para decidir si se acepta
la hipétesis nula Hy : B = 0, entonces se obtiene A = 1 — 62, es decir, el
coeficiente #% guarda estrecha relacién con la razén de verosimilitud. Véase
Cuadras (2015).

Ejercicio 4.7 Se pide:
1. Prueba la relacion entre 02 y las correlaciones candnicas en (4.17).
2. Suponiendo m = 3 y r? = 0.94, r3 = 0.88, 72 = 0.01, calcula n* y 02,

3. Supongamos que en (4.13) y (4.15) es ¢ = 1, p > 1, es decir, hay
m = 1 correlaciones candnicas. Demuestra que 6 es el coeficiente de
correlacion maltiple.

4. Calcula 62 para relacionar las dos matrices de distamcias del Ejercicio
3.9.
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Comparacién DB de
poblaciones y distintividad

5.1 Comparando conjuntos de datos mixtos

Sean dos poblaciones {21, {25 y € un vector aleatorio mixto con valores en el
conjunto S¢. Supongamos que se dispone de dos muestras de tamanos ny y
ng, provenientes de {21 y {22. Sobre la base de &, ambas muestras proporcio-
nan dos conjuntos de datos M7,M>. Sea § una funcién de distancia en S,
que nos brinda las distancias entre las observaciones originales, posiblemente
diferentes segin que los individuos provengan de 2 o de {2y y supongamos
que se dispone de dos aplicaciones ¥; : €; — L, i = 1,2, siendo L un espacio
Euclideo (o de Hilbert separable, véanse (3.10) y las Secciones 3.2 y 3.3).
Estas aplicaciones proporcionan unas coordenadas que satisface (3.11). ¥,
depende de ©;,7 =1, 2.

Nos interesa comparar, mediante un test estadistico, las distribuciones de
£ en Qq y en (s, sobre la base de M7,M> y la distancia §. Esta comparacién
se puede formular estableciendo la hipétesis nula

Ho : E[¥1(£)] = E[P2(8)]- (5.1)

5.2 Comparacién mediante coordenadas principales
Utilizando ¢ y calculando las distancias sobre la base de los datos My, Ma, se
obtienen dos matrices n; X n; de interdistancias Ai1, Agg, ¢ = 1,2, asi como

la matriz n1 X no de interdistancias Aqs. Si consideramos la supermatriz de

55
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distancias
Ay A
A — 11 12 )
Ao Ay
y obtenemos la matriz Z de coordenadas principales, particionada en

X
7 =
donde X(n1 X p) se relaciona con Ajj, Y(n2 X p) se relaciona con Ags. Las
distancias entre filas de X y filas de Y, reproducen Ais. Se puede suponer
que la dimension efectiva p ha sido obtenida, empleando algun criterio de
reduccién de la dimension.

X e Y pueden ser interpretadas como dos matrices de datos “indepen-
dientes”, relacionadas con M;,Ms, con vectores de medias X,”y y matrices

de covarianza Sz, S,.
Bi1 B2 )
B =
(B21 Baa

Sea
la supermatriz de producto interno relacionada con A. Entonces B = ZZ’
v X,Y cumplen las restricciones niX+nsy = 0, siendo X,y los vectores de
medias, y ademds XY’ = By».

Un test para decidir Hg con nivel de significacién «, puede basarse en el
estadistico

Ty = ®X-y)SHx~¥)
siendo
S = (77,151 + HQSQ)/(TLl + nz).

En caso de normalidad multivariante, la distribucién de TO2 estd relacionada
con la distribucién T2 de Hotelling. En general, la distribucién de T3 es
desconocida, pero podemos emplear técnicas de remuestro.

Un test de permutaciones, relativamente simple, consiste en obtener las
N = (n1 + n2)!/(n1!ng!) permutaciones de las filas de Z, obteniendo los
correspondientes valores T2 y ordendndolos de menor a mayor

TfS"'ST;?S"'ST]%/,

donde k se relaciona con el nivel de significancia «a mediante

N -k
— = Q.

N

Decidimos entonces:



5.3. DISTINTIVIDAD o7

a) Aceptar Hy si T¢ <TZ.  b) Rechazar Hy si Ty > T7.
La comparacién mediante distancias de dos o mds poblaciones ha sido
estudiada por Cuadras y Fortiana (2004), Cuadras (2008), y otros autores.

Ejercicio 5.1 Se pide:

1. Determina la distribucion de Tg cuando € es Np(p;, E) i = 1,2 y
Ky = Ha-

2. Demuestra que n1X+noy = 0.

3. Sugiere alguna alternativa al estadistico T02 para contrastar la hipdtesis
Hy.

5.3 Distintividad

Se entiende por distintividad (“typicality”), el problema del andlisis dis-
criminante que consiste en averiguar si un individuo pertenece a una poblacién
de entre dos poblaciones conocidas (o a una combinacién lineal convexa de
ambas), o en cambio pertenece a una tercera poblacién desconocida. Por
ejemplo, en un experimento agricola en el que se obtiene una nueva var-
iedad de planta, interesa saber si pertenece a una especie conocida o, por el
contario, debe considerarse una nueva especie.

5.4 Distintividad suponiendo normalidad

Supongamos que nuestros datos pueden provenir de tres poblaciones €2;,7 =
1,2,3. En relacién a un vector aleatorio X, cada poblacién es normal, es
decir, €; es Np(p;, X). Se pretende decidir si X estd relacionada con £y, Q9
(dos poblaciones conocidas) o con 23 (una nueva poblacién desconocida).

Suponiendo que x es una observacién de X, se desean contrastar las
hipétesis:

Hy:x proviene de Np(opy + (1 —a)py, ), 0<a <1,
i (5.2)
Hy :x proviene de Np(ps,X).
Rechazar Hy significa que x proviene de una nueva poblacién {23 no
relacionada con €21, 2o, las dos poblaciones de las que se posee informacién
controlada. Es decir, x es un “outlier”.
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Bajo Hyo(aw = 1), Hj(aw = 0), Hj (0 < e < 1), se cumple que:

X — /§v—1 o 2
) e T 69

x — I5v—1 o 2
) = ey 09
Wi(x) = (x - M1)/2_1(X — ) — Ui(x) ~ X;%—p (5.5)

donde “~” indica que el estadistico sigue la distribucién ji-cuadrado.
Si Wi (x) es significativa, x podria provenir de la poblacién diferente 3.
En otro caso, x proviene de la combinacién lineal convexa

a4+ (1 — a)Qs. 0<a<l

Véase Rao (1973, pp. 577-579); Bar-Hend y Daudin (1997).

5.5 Distintividad: planteamiento DB
En primer lugar, obsérvese que:
2py — )7 x - ) =

(y—p1) S (= pey)+(x — ) BT (x — pg)— (x — pg)' S (x — py) > 0.
Definiendo
Pr(x) = (pg — Nl)lz_l(x - /J‘l)a

se tiene entonces

Py (X) = % Lé%\/l(ﬂl’lb) + 5%\4()(7”1) - 6?\/[(X7/‘2)J > 0, (5'6)

donde 6%, es la distancia de Mahalanobis.
La versién DB para la distancia 6%, entre Q; y Qo es (véase (3.34)):

A2(0;,0) = / 5(x,y) f1 () foly)dxdy — Vi(X) — Va(Y),
SxS

siendo S el soporte de la densidad.
La versién DB para P;(x) es

Pi(x) = 3 [A2(Q1, Q) + 63(x) — $3(x)] (5.7)
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donde ¢?, ¢3 son las funciones de proximidad. De forma similar:
Py(x) = 5 [A*(Q1, () + ¢5(x) — $1(x)] - (5.8)
Entonces las versiones DB de (5.3-5.5) para probar

Hy : x proviene de (a=1),
H| : x proviene de s (a=0),
H{] : x proviene de o+ (1 — a)Q, 0<a<),

respectivamente, estdn basadas en los estadisticos

_ AP
Ul(X) _AQ(?Zl, Qg)’

_ [P
) _AQ(QQl, Q2)’

Wi (x) = ¢(x)~Us(x).

Las distribuciones de Uy (x), Ua(x), W1(x), bajo la hipétesis nula, pueden
ser obtenidas por remuestreo (véase Seccién 5.2). Si Wi (x) es significativa,
entonces x podria provenir de una poblacién distinta 3.

Este planteamiento DB de la distintividad ha sido estudiado por Cuadras
y Fortiana (1998, 2000). Véase también Rao (1973, p.579). El caso de varias
poblaciones ha sido estudiado por Bar-Hen (2001), Irigoien y Arenas (2008).

Ejercicio 5.2 Se pide:

1. A partir de los datos mixtos sobre cancer del Ejercicio 3.10, dibuja el
histograma de Uy(x), Ua(x), Wi(x), empleando solamente la muestra
de los n1 = 78 casos benignos.

2. Demuestra (5.3)-(5.5).
3. Define Wo(x) = ¢p3(x)—Us(x). Demuestra que W1 (x) = Wa(x).

5.6 Distintividad mediante razén de proximidades

Sea la funcién de proximidad ¢?(x),i = 1,2, entre una observacién x y
Q;,1=1,2. Si introducimos la razén de proximidades

2(x
) — o GH0)

g LA (59)
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entonces se cumple que r;(x) = 0, si x provendrd de Q;,7 = 1,2. Ademss, si
$%(x), #3(x) siguen (asintGticamente) la misma distribucién, bajo la hipéte-
sis nula Hy : Q1 = Q9 se cumple que

Elri(x)] =

N[

Considerando la hipétesis nula
Hél) :x proviene de €.

Supongamos que r;(x) sigue una distribucién uniforme en el intervalo (0, 1).
Entonces:
P(ri(x) > 1—a| HY) =a,

y se puede aceptar Hél) si
r(x)<1l—-«a

para un nivel de significaciéon « estipulado.
Similarmente podemos considerar

HSQ) :x proviene de 29
y aceptar la hipétesis Hé2) si
ro(x) < 1—a.

Si ambas hipdétesis Hél), H(SQ) son rechazadas, entonces se puede afirmar
que x procede de una poblacién diferente Q3.

Un argumento parecido valdria comsiderando otra distribucién de r1(x),
como por ejemplo la distribucién beta.

Ejercicio 5.3 Se pide:

1. A partir de los datos miztos sobre cdncer del Fjercicio 3.10, dibuja un
histograma de r1(x) y de ro(x) empleando ambas muestras independi-
entemente.

2. Demuestra que, bajo la hipdtesis nula Hy : Q1 = Qo y empleando

las funciones de proximidad estimadas, se tiene asintdticamente que,
Elr1(x)] = E[(r2(x)] = 1/2.

3. Utilizando también funciones de proximidad, propéngase algin criterio
alternativo para resolver la distintividad.
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5.7 Complementos

Las distancias estadisticas se han aplicado en otras dreas de la estadistica
y la probabilidad. En Anderson (2001, 2006), Cuadras y Fortiana (2004),
Cuadras (2008), se plantea la comparacién de poblaciones y el andlisis mul-
tivariante de la varianza, mediante distancias y test de permutaciones.

En Cuadras y Fortianan (1993b, 1995, 1997a) las distancias se aplican
para obtener desarrollos ortogonales de variables aleatorias, con aplicaciones
a los test de bondad de ajuste, y para formular la asociacién estocdstica
en teoria de cépulas (didtribuciones bivariantes con marginales uniformes).
Véase también Cuadras (2014).

En Cuadras, Atkinson y Fortiana (1997) se propone un método para
generar densidades a partir de distancias y funciones de proximidad. La
construccion de estas funciones puede compararse con la transformacion que
da lugar a la funcién caracteristica. Para otras transformaciones basadas en
distancias, véase Székely et al. (2007).

Los siguientes tres ejercicios son de recapitulacién.

Ejercicio 5.4 Para el modelo multivariante DB expresado comoY = XB+
E, donde X, Y se han obtenido mediante andlisis de coordenadas principales
(vease (4.16)), hallar la prediccion y = (y1,...,Yq) de un nuevo individuo
conocidas las distamcias a los otros n.

Ejercicio 5.5 Sea f(x) la funcion de densidad de una variable aleatoria
X con soporte S. Mediante una distancia 0 se calcula la variabilidad ge-
ométrica V y se construye la funcion de proximidad ¢2(a:). Prueba que,
transformando § si es necesario, se puede suponer que f5(x) = exp[—¢*(x)].
x €S, es una funcion de densidad. Prueba que V> H(f), siendo H(f) =
— Jg f(x)In f(z)dz la entropta de Shannon.

Ejercicio 5.6 En el método DB para resolver la distintividad, dibuja un
tridngulo cuyos vértices representen las dos poblaaciones €21, Qs y la obser-
vacion w a clasificar. Interpreta geométricamente Uy, Uy y W1.
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